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Introduction

시계열 데이터에서 관심 패턴은 일반적으로 국소적

표준 MIL은 인스턴스를 독립적인 개체로만 취급하므로, 인스턴스 간의 상호 관계는 고려하지 못하는 한계가 존재

MTSC 데이터는 시간 순서가 중요하며, 순서를 무시하는 표준 MIL을 그대로 적용하기 어려움

다변량 및 다중 클래스 시계열 분류를 위한 MIL 프레임워크를 공식적으로 정형화



Related Work

대부분 모델들은 supervised learning에 기반하고 있으며, 주로 아키텍처 디자인을 최적화하는 데 중점

최신 MIL 방법은 딥러닝을 이용해 자동으로 특징을 추출하고 종합하며, 전통적인 방식보다 성능이 좋음

최신 MIL 방법은 딥러닝을 이용해 자동으로 특징을 추출하고 종합하며, 전통적인 방식보다 성능이 좋음

그 중 Attention-based MIL은 인스턴스의 중요도에 따라 가중치를 부여하여 해석 가능성을 제공

 ABMIL은 각 인스턴스를 독립적인 것으로 가정하기 때문에, 시간 순서에 따른 관계를 파악하는 데는 한계가 존재



MTSC - Binary

하나라도 양성 인스턴스 레이블을 가지는 경우에만 양성으로 분류

MIL의 bag 예측()은 스코어 함수에 의해 확률로 계산



Multi-Class MTSC

일대다(one-vs-rest) 이진 MIL 수행

최종 bag 예측()은 가장 높은 확률을 가진 클래스로 계산

각 클래스별로 독립적인 Binary MIL을 수행



Time-Aware MIL Pooling

시계열 내의 시점들을 섞는 것은 예측 가능성을 방해

기존 MIL의 Pooling 방식은 순서 불변성
Mean({A, B, C}) == Mean({C, B, A})



Time-Aware MIL Pooling

시간적 상관관계(c)를 고려하면 복잡성이 낮아진다



Time-Aware MIL Pooling

TimeMIL은 두 가지 방법을 활용해 구현

1. Wavelet Positional Encoding (순서 문제를 해결)

2. Self Attention (시간 상관관계를 효율적으로 구현)



Wavelet Positional Encoding

입력 신호와 웨이블릿 필터 각각 채널별 Conv 연산을 수행

최적의 스케일(a)과 위치(b) 파라미터를 학습 – 시간과 주파수 해상도 모두 고려

기존 Sinusouidal positional Encoding 방법은 사전에 정의된 고정 함수를 사용 



Wavelet Positional Encoding

Wavelet Transform
(1) : mother wavelet

(2) : orthogonal

(2) : CWT(Continuous Wavelet Transform)



Self Attention

과거의 모든 정보를 조건으로 가지는 것은 비효율적

클래스 토큰을 활용해 효율적으로 구현

Self-Attention을 통해 클래스 토큰이 입력 데이터의(bag) 정보를 요약 및 대표



TimeMIL

TimeMIL은 특징 추출기로 Inception Time 모델 사용
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Conclusion

TimeMIL은 28개의 데이터셋에서 26개의 방법보다 우월한 성능을 입증

시간적 종속성과 순서에 초점을 맞추고 있어 해석 가능한 폴링을 채널 수준으로 확장하지 못함

다변량을 융합하는 경우에는 한계가 존재


