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Background



Distribution shift

✓ 학습 분포와 테스트 분포가 달라지는 현상
• 시간 경과 : 사용자 트렌드 변화, 계절적 요인
• 환경의 변화 : 병원의 새로운 의료 장비 도입, 다른 국가에 모델 배포
• 데이터 수집 오류 : 센서 결함, 샘플링 방식의 변경

유형 무엇이 변하나 수학적 표현

Covariate shift 입력 분포 𝑃(𝑥)변화, 𝑃(𝑦|𝑥)동일

Label (prior) shift 레이블 비율 𝑃(𝑦)변화, 𝑃(𝑦|𝑥)동일

Concept/conditional shift 조건부 관계 𝑃 𝑦 𝑥 변화
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How Have We Been Solving It?

✓ Adversarial Robustness
• 모델이 의도적인 적대적 교란에도 예측을 안정적으로 유지

✓ Domain Adaptation
• 학습 데이터와 테스트 데이터의 도메인 분포 차이를 사전에 줄임 



Test-Time Training



Main Idea

✓ 테스트 중에 모델을 학습 시킴
• 라벨이 없는 테스트 입력에 대해 보조 과제를 수행하며 파라미터 업데이트
• 사전 수집 불가능한 환경 변화(Distribution Shift)에 대해 즉각 적응
• 별도의 추가 라벨링 없이도 성능 유지 또는 향상 가능
• 분포 변화에 즉각 대응, 라벨 없이도 성능 보존



Test-Time Training: Standard vs. Online



Batch Normalization



Batch Normalization



Group Normalization

• Batch Size와 무관하게 동작
• 채널을 그룹 단위로 정규화 -> batch=1 에서도 안정적
• 학습/추론 모두 같은 방식으로 일관성 유지



Experiments



Corrupted Image

Category Corruption 설명

Noise Gaussian Noise 정규분포에서 뽑은 픽셀 노이즈

Shot Noise 빛의 입자 수 변동(포아송 분포)

Impulse Noise Salt-and-Pepper, 픽셀 무작위 흑/백 변환

Blur Defocus Blur 초점이 맞지 않아 전체적으로 흐림

Frosted Glass Blur 유리창 너머처럼 랜덤한 흐림

Motion Blur 카메라/피사체 움직임에 의한 직선 흐림

Zoom Blur 줌 인/아웃 중 발생하는 방사형 흐림

Weather Snow 눈 입자가 시야를 가리는 효과

Frost 성에 낀 듯 일부 영역이 가려짐

Fog 대비 저하 + 흐릿해짐

Digital Brightness 전체 밝기 변화

Contrast 색 대비 강도 변화

Elastic 픽셀 변형, 물체가 휘어짐

Pixelate 해상도 저하, 픽셀 크게 보임

JPEG Compression 압축 아티팩트, 블록 노이즈



CIFAR-10-C (ResNet-26)



ImageNet-C (ResNet18)



vs. Unsupervised domain adaption



Gradually Changing Distribution Shifts



Applications & Perspecitves



Speech Enhancement

Behera, Avishkar, et al. "Test-Time Training for Speech Enhancement." arXiv preprint arXiv:2508.01847 (2025).

✓ 문제 배경
• 학습 시 보지 못한 잡음 환경 → 성능 급격히 저하
• 기존 도메인 적응법은 타깃 잡음 데이터 필요

✓ 제안 방법
• NSP (Masked Spectrogram Prediction)
• NyTT (Noisy-target Training)

✓ TTT 전략
• Standalone / Online / Online-batch / Bias-Only update

✓ 결과
• 합성 및 실제 잡음 환경 모두에서 성능 향상
• NyTT-real: 음질 보존 ↑
• NyTT-gaussian: 잡음 억제 ↑
• Bias-only 업데이트 → 엣지 디바이스 적용 가능성



Depression Detection

Dumpala, Sri Harsha, et al. "Test-Time Training for Depression Detection." arXiv preprint arXiv:2404.05071 (2024).

✓ 문제 배경
• 우울증 탐지 모델은 잡음, 성별, 데이터셋 차이로 인한 분포 불일치에 취약
• 실제 환경 적용 시 성능 급락

✓ 제안 방법
• Audio-MAE 기반 TTT
• 테스트 시 입력 음성을 자기지도 학습으로 인코더 미세조정

✓ 실험 환경
• 분포 불일치 유형: 배경 잡음 / 성별 / 데이터셋

✓ 결과
• 모든 불일치 상황에서 성능 저하 최소화
• Macro F-score 지속적으로 개선
• Fine-tuning보다 안정적, 실제 환경 적용 가능성 입증



Connections to Other Paradigms

학습 패러다임 핵심 개념 TTT와의 연결점

Self-Supervised 라벨 없이보조 과제로 표현 학습
회전 예측 등 자기지도 과제로

테스트 시 적응

Non-Adversarial Robustness
날씨·잡음 등 자연스러운

분포 변화에 견고
테스트 환경 변화에 대응

Domain Adaptation (UDA)
Source 라벨 + Target 무라벨로

분포 맞추기
사전 Target 없이
샘플 단위 적응

Domain Generalization
여러 도메인 학습 →
새로운 도메인 일반화

도메인 가정 없이
테스트 시 적응

Few-shot
1~몇 개 샘플로

새로운 태스크 학습
단일 샘플(one-shot)로

자기지도 적용

Continual Learning
순차적 학습,
기존 지식 유지

과거 샘플 기억 불필요 →
즉시 재적응



conclusion



Conclusion

✓ 핵심 아이디어
• 라벨 없는 테스트 샘플을 자기지도 과제로 활용
• 분포 변화 상황에서도 즉시 적응 가능

✓ 실험적 성과
• 다양한 벤치마크에서 일관된 성능 향상
• Joint Training, UDA보다 더 안정적이고 일반화 우수

✓ 의의와 확장성
• 고정된 모델 경계를 넘어 테스트 시점 학습을 실현
• 다른 분야(Task)에도 적용될 수 있는 확장 잠재력
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